Curso de Doctorado: “Modelos Estadisticos Avanzados Utilizando el

Lenquaje R”.

Unidad Académica organizadora:

° Doctorado en Ciencias Bioldgicas

Responsable Académico:

° Dr. Andrea A. Cocucci

Nombre de los disertantes (se adjuntan CVs reducidos):
Dr. Santiago Miguel Benitez-Vieyra

Dra. Mariana Pereyra

Temario a Desarrollar

Unidad 1. Modelado estadistico

1.1 Los modelos estadisticos como hipétesis estadisticas y el test o seleccion
simultanea de multiples hipotesis estadisticas empleando la Teoria de la
Informacion.

1.2. Criterio de informacion de Akaike (AIC) y su uso en la seleccion de modelos
estadisticos. Pesos de Akaike: interpretacion y uso en la obtencién del modelo

estadistico “promedio”.

Unidad 2. Modelos Lineales Generalizados (GLM)

2.1. Conceptos basicos: datos no normales y violacion de supuestos. La familia
exponencial: distribuciones Binomial, Poisson, Binomial Negativa, Gamma.
Ejemplos biolégicos de las diferentes distribuciones.

2.2. Estimacion por minimos cuadrados y por maxima verosimilitud.
Componentes de un modelo lineal generalizado. Andlisis de la Devianza.
Pruebas de cociente de verosimilitudes.

2.3. Modelos para datos de conteos y sus aplicaciones. Interpretacion de
pardmetros, bondad de ajuste. Modelo para datos sobredispersos: estimacion

por cuasiverosimilitud. La distribucion binomial negativa como alternativa.



2.4. Modelos para datos binomiales agregados y no agregados. Aplicaciones.
Interpretacion de parametros, bondad de ajuste.
2.5. Seleccién de modelos utilizando modelos lineales generalizados.

Unidad 3. Modelos Aditivos Generalizados (GAM)

3.1. Componentes de un modelo aditivo generalizado. Eleccion y ejemplos de
funciones de suavizado.

3.2. Graficos e interpretacion de los GAM. Pruebas de supuestos y bondad de
ajuste.

3.3. Modelos con interacciones: TE (tensor products) y TPSR (thin plate spline
regression). Variables espaciales en GAM.

3.4. Seleccion de modelos en GAM. Sobreajuste. Criterios de validacion cruzada.

Unidad 4. Modelos mixtos.

4.1. Violaciones al supuesto de independencia. Pseudorréplica. Componentes
de un modelo mixto: efectos fijos y efectos aleatorios. Estimacion por maxima
verosimilitud y por maxima verosimilitud restringida.

4.2. Modelos lineales mixtos, generalizados mixtos y aditivos generalizados
mixtos en R. Diferentes alternativas y paquetes.

4.3. Modelos mixtos de intercepto aleatorio y de pendiente aleatoria. Pruebas de
supuestos en modelos mixtos. Seleccion de modelos.

4.4. Autocorrelaciéon espacial y temporal, herramientas para detectarla.
Incorporando correlaciones espaciales y temporales a modelos lineales.

Unidad 5. Aprendizaje automatico en el contexto de datos biolégicos.

5.1. Introduccion al Aprendizaje Automatico. Datos de entrenamiento, prueba y
validacion. Ejemplos en ciencia de la aplicacion de este tipo de modelos.
Regresion logistica / Supported Vector Machines / Random forest. Analisis
discriminante. ¢ Qué son las redes neuronales? Concepto.

5.2. Datos etiquetados vs. no etiquetados. Gaussian admixture/K-

medias/Clustering/Dbscan.

Objetivos del curso



1. Extender la vision sobre una amplia gama de modelos estadisticos
comunmente utilizados en las ciencias biolégicas.

2. Adquirir destreza en el andlisis exploratorio de datos y en elegir las
herramientas estadisticas Utiles para diferentes tipos de datos.

3. Introducir a los alumnos en el mundo de los modelos de aprendizaje
automatico y sus principales aplicaciones en el contexto de los datos bioldgicos.
4. Familiarizar al alumno con la bibliografia y las fuentes més adecuadas para

resolver problemas.

Justificacién
Los datos ma&s comunes en biologia muchas veces no pueden ser analizados
utilizando los modelos aprendidos en los cursos basicos de estadistica. Mientras
las estadisticas basicas descansan en modelos de datos de distribucion normal,
en biologia los datos son habitualmente de naturaleza binaria (presencia o
ausencia en un sitio, éxito reproductivo, estatus de infeccién de los individuos de
una poblacion), proporciones (proporciones sexuales, de infeccibn o de
mortalidad) o conteos (nimero de individuos). Los problemas biolégicos,
ademéas, a menudo involucran efectos aleatorios como bloques, medidas
repetidas o estudios observacionales replicados en el tiempo o el espacio. Por
otra parte, la relacibn misma entre la variable respuesta y las variables
predictoras muchas veces no puede ser ajustada utilizando sencillas relaciones
lineales.

Los investigadores muchas veces intentan transformar datos para lograr
la normalidad y homogeneidad de varianzas, utilizan pruebas no paramétricas o
confian en la robustez de los modelos lineales generales. También suelen
ignorar los efectos aleatorios o los tratan como si fueran fijos. Muchas de estas
estrategias pueden fallar o, incluso si son exitosas, violan supuestos estadisticos
o limitan el alcance de las inferencias. Este curso pretende extender las
capacidades de los alumnos para lidiar con este tipo de datos y de elegir una
herramienta estadistica adecuada a cada situacion.

Ademas, en la actualidad la gran capacidad de cémputo de las
computadoras actuales permitié el surgimiento de una gran area de modelos
predictivos que permiten trabajar también con grandes volimenes de datos. Esta

area, conocida como aprendizaje automatico (“machine learning” en inglés)



posee grandes ventajas y un gran potencial para ser aplicada en diversas areas
de la biologia. El objetivo del presente curso es también introducir a los alumnos
en el mundo de estos modelos y sus posibles aplicaciones.

Finamente, pretendemos que, mediante la solucion de problemas, los
alumnos adquieran practica en la consulta bibliogréafica, la evaluacion critica y la

toma de decisiones a la hora de analizar sus propios datos.

Contenidos minimos

Unidad 1. Modelado estadistico. Los modelos estadisticos como hipoétesis
estadisticas y el test o seleccion simultdnea de multiples hipotesis estadisticas
empleando la Teoria de la Informacion. Criterio de informacion de Akaike (AIC).
Unidad 2. Modelos Lineales Generalizados (GLM). Distribuciones Binomial,
Poisson, Binomial Negativa, Gamma. Ejemplos biol6gicos. Modelos para datos
de conteos y sus aplicaciones. Modelos para datos binomiales agregados y no
agregados. Componentes del modelo, interpretacion de parametros, bondad de
ajuste. Sobredispersion. Seleccion de modelos.

Unidad 3. Modelos Aditivos Generalizados (GAM). Componentes del modelo.
Funciones de suavizado. Pruebas de supuestos y bondad de ajuste.

Unidad 4. Modelos mixtos. Violaciones al supuesto de independencia.
Pseudorréplica. Componentes de un modelo mixto: efectos fijos y efectos
aleatorios. Modelos lineales mixtos, generalizados mixtos Yy aditivos
generalizados mixtos en R. Diferentes alternativas y paquetes. Autocorrelacion
espacial y temporal.

Unidad 5. Aprendizaje Automatico en el contexto de datos bioldgicos.
Introduccion al Aprendizaje Automatico. Datos de entrenamiento, prueba y
validacion. Aprendizaje supervisado: Regresion logistica/SVM/Random forest.
Andlisis discriminante. Datos etiquetados vs. no etiquetados. Aprendizaje no

supervisado: Gaussian admixture/K-medias/Clustering/Dbscan.

Destinatarios de la actividad

El curso esta destinado a alumnos de doctorado o investigadores en biologia y
ciencias afines. Se requiere de los alumnos conocimiento de inglés. Se requiere
gue los alumnos estén familiarizados con el uso del software R y conocimientos

de estadistica, obtenidos en cursos de posgrado anteriores. Se establece un



cupo minimo de 15 y maximo de 25 alumnos. Se requiere que cada alumno

asista con su computadora personal.

Fecha de realizacion
° 3 al 14 de Agosto de 2026 (periodicidad
bianual).

Duracién y programa de actividad diaria

° Duracion: 50 Hs.

Dia 1.

8:30 a 10:30. Tedrico: Contenido de la materia. Los modelos estadisticos como
hipotesis estadisticas y el test o seleccion simultdnea de multiples hipotesis
estadisticas empleando la Teoria de la Informacion.

10:30 a 11:00. Recreo.

11:00 a 13:30. Practico: Ejercicios de LM y nivelacion en R.

Dia 2.

8:30a 10:30. Tedrico: Componentes de los GLM: predictor lineal de las variables
explicativas, funcién de enlace y errores aleatorios. EI GLM como marco teérico
general para el analisis de datos univariados en escalas binaria (Binomial) y
continua (Normal, Beta, Gama, Lognormal, Tweedie).

10:30 a 11:00. Recreo.

11 a 13:30. Practico: Ejercicios de distribucion Binomial.

Dia 3.

8:30 a 10:30. Tedrico: Datos de conteos (Poisson y Binomial Negativa).
Sobredispersion de GLM para datos discretos: diagnéstico y soluciones.
Modelos de mezcla (mixture models) para datos con exceso de ceros.
Interpretacion de los parametros estimados en los GLM.

10:30 a 11:00. Recreo.

11 a 13:30. Practico: Ejercicios de distribucion de Poisson.



Dia 4.

8:30 a 10:30. Teodrico: Definicion de efectos fijos y efectos aleatorios y su
interpretacion biologica. Uso de los GLMM para modelar restricciones de
aleatorizacion de unidades muestrales y el disefio experimental. El ajuste de los
GLMM por Maximo de Verosimilitud Restringido (REML). Test de efectos y
seleccion de modelos en los GLMM.

10:30 a 11:00. Recreo.

11 a 13:30. Practico: Ejercicios de GLMM.

Dia 5.

8:30 a 10:30. Tedrico: Autocorrelacion espacial y temporal. Como detectarlo y
que tipo de modelos aplicar para incluir la correlacion en los modelos.

10:30 a 11:00. Recreo.

11 a 13:30. Practico: Ejercicios de autocorrelacion.

Dia 6.

8:30 a 10:30. Tedrico: Los GAM como generalizaciones no parameétricas y no
lineales de los GLM. Componentes de un GAM: funcioén lineal, estructura de los
errores, funcion de enlace y funcion de suavizado. Utilidad y limitaciones de los
GAM ilustrada con ejemplos. Validacion y evaluacién de la calidad del ajuste de
un GAM.

10:30 a 11:00. Recreo.

11 a 13:30. Practico: Ejercicios de GAM.

Dia 7.

8:30 a 10:30. Tedrico: Introduccion al Machine Learning. Datos de
entrenamiento, prueba y validacion. Ejemplos en ciencia de la aplicacion de este
tipo de modelos. Regresion logistica/SVM/Random forest. Analisis discriminante.
¢, Qué son las redes neuronales? Concepto.

10:30 a 11:00. Recreo.

11 a 13:30. Practico: Lectura e interpretacion de publicaciones cientificas.



Dia 8.
8:30 a 10:30. Préctico: Presentacién de un problema para resolver aplicando un
modelo de aprendizaje supervisado.

10:30 a 11:00. Recreo.

11 a 13:30. Préctico: Continta el desarrollo de la parte practica y luego los

alumnos presentan como resolvieron el problema presentado.

Dia 9.

8:30 a 10:30. Tedrico: Aprendizaje No Supervisado. Datos etiquetados vs. no
etiquetados. Gaussian admixture/K-medias/Clustering/Dbscan.

10:30 a 11:00. Recreo.

11 a 13:30. Practico: Ejercicios con modelos de aprendizaje no supervisado.

Dia 10.

8:30 a 10:30. Evaluacién: Los alumnos seran evaluados en formato tipo
congreso donde presentaran de manera oral un ejemplo con datos propios,
habiendo aplicado alguno de los modelos que vimos durante el desarrollo del
Curso.

10:30 a 11:00. Recreo.

11 a 13:30. Evaluacién: Continta el proceso de evaluacion.

Metodologia a utilizar en el dictado

El curso comprende 50 horas de duracién, a lo largo de diez dias
(aproximadamente cinco horas diarias), repartidas en veinticinco horas de clases
tedricas y veinticinco horas de practica en computadora, discusion en clase y
presentacion de resultados. Se proveera al alumno de bibliografia para la
discusion en clase y de rutinas en lenguaje R para los trabajos practicos. Los
practicos tendran un formato de clinica de analisis de datos, donde se espera

que los alumnos mediante el trabajo individual y grupal pongan en practica y



extiendan los conceptos adquiridos durante los teoricos. La evaluacion se
realizara el dltimo dia, exponiendo los resultados alcanzados a partir del analisis
de datos propios de manera grupal o individual. Se espera que al final del curso
el alumno sea capaz de elegir las herramientas mas adecuadas para explorar y
analizar datos e interpretar sus resultados. Debe poder, ademas volcar sus
analisis en una rutina y sus resultados en un informe.

Se requiere que cada alumno asista con su computadora personal.

Bibliografia y material didactico que se proveera a los asistentes

° Bibliografia General

Agresti, A. (2007). An introduction to categorical data analysis. 2nd ed. Wiley-
Interscience, USA.

Boelker, B.M. (2008). Ecological Models and Data in R. Princeton University
Press, USA.

Bolker, B. M., M. E. Brooks, C. J. Clark, S. W. Geange, J. R. Poulsen, M. H. H.
Stevens, and J.-S. S. White. (2009). Generalized linear mixed models: a
practical guide for ecology and evolution. Trends in Ecology & Evolution
24:127-135.

Hastie, T., & Tibshirani, R. (1990). Generalized additive models. John Wiley &
Sons, Inc. USA.

Hastie, T., R. Tibshirani, and J. H. Friedman. (2009). The elements of statistical
learning: data mining, inference, and prediction. 2nd ed. Springer, USA.

James, G., Witten, D., Hastie, T. & Tibshirani, R. (2013) An Introduction to
Statistical Learning. Springer, USA.

Kutner, M., Nachtsheim, C., Neter, J., & Li, W. (2004). Applied Linear Statistical
Models. McGraw-Hill, UK.

Logan, M. (2010) Biostatistical Design and Analysis Using R : A Practical Guide.
Wiley-Blackwell, Chichester UK.

McCullagh, P., and J. Nelder. 1989. Generalized linear models. 2nd ed. Chapman
and Hall, UK.

O’Hara, R. B. (2009). How to make models add up — a primer on GLMMs. Annales
Zoologici Fennici 46:124-137.



Quinn, G.P. & Keough, M.J. (2002). Experimenal Design and Data Analysis for
Biologists. Cambridge University Press, UK.

Wood, S. N. (2017). Generalized additive models: an introduction with R. CRC
press.

Zuur, A., leno, E.N., Walker, N.J., Saveliev, A.A. & Smith, G.M. (2009) Mixed
Effects Models and Extensions in Ecology with R. Springer, USA.

e Material didactico
Se proveera al alumno de material de lectura obligatoria, un manual de practicos
impreso y al material completo de las clases (tedricas, practicas y repositorio de

las rutinas utilizadas), esto ultimo a través de un sitio de internet.

Evaluacioén final, metodologia y profesores propuestos para realizarla

Evaluacion: SI
Tribunal:

1. Dr. Mariano Grilli

2. Dra. Mariana Pereyra

3. Dr. Santiago Miguel Benitez-Vieyra
Aranceles: $110.000 estudiantes externos. $88.000 estudiantes Doctorado en
Ciencias Bioldgicas de la FCEFyN UNC.

Cupo: 15 alumnos minimo; 25 méaximo.

Presupuesto estimativo y prioridades para la asignacioén de recursos

- Honorarios: El porcentaje a pagar se decidira entre el Doctorado y

Disertante/s).

Entidad que operard como unidad ejecutora de recursos

Doctorado en Ciencias Biologicas



